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Resumo

O Problema do Caixeiro Viajante, ou Traveling Salesman Problem (TSP), é um problema

clássico presente na literatura de Otimização Combinatória como um dos mais estudados

do mundo. Naturalmente, variações do TSP surgiram para atender diversas aplicações.

Este trabalho aborda duas variações do TSP, o Clustered TSP (CTSP) e o Tabu Clustered

TSP (TCTSP). O trabalho apresenta um modelo de programação inteira para o TCTSP

utilizado com o resolvedor CPLEX que encontra as soluções ótimas para 60% das ins-

tâncias da literatura, além de duas variações da meta-heurística GRASP que encontram

valores iguais ou melhores em relação ao resolvedor e as literaturas existentes. O trabalho

conta com uma versão de ILS para o CTSP que apresentou resultados competitivos com

duas abordagens da literatura, entretanto com resultado superado posteriormente por

uma abordagem evolutiva.

Palavras-chave: Problema do Caixeiro Viajante, Otimização Combinatória, Metaheu-

rísticas.



Abstract

The Traveling Salesman Problem (TSP) is a well-studied problem in Combinatorial Opti-

mization. Naturally, TSP variants arised to assign many applications. This work addres-

ses two TSP variants, named Clustered TSP (CTSP) and Tabu Clustered TSP (TCTSP).

We propose a integer programming model for the TCTSP using the CPLEX solver, which

founds the optimal solutions of 60% of the literature instances, besides two versions of

GRASP metaheuristic that are competitive in comparsion with the solver and the lite-

rature. The work also includes a ILS heuristic for the CTSP that presented competitive

results compared to two approaches present in the literature. However those results were

surpassed after by an evolutive approach.

Keywords: TSP, Combinatorial Optimization, Meta heuristics.
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1 Introdução

O Problema do Caixeiro Viajante, ou Traveling Salesman Problem (TSP), é um problema

clássico presente na literatura de Otimização Combinatória como um dos problemas mais

estudados da área (HUERTA et al., 2022). Dado um conjunto de n cidades, o objetivo do

problema é encontrar um ciclo de custo mínimo passando por cada cidade uma única vez.

O estudo do problema foi motivado por diversas aplicações do mundo real (PUNNEN,

2007), como por exemplo escalonamento de tarefas, fabricação de celulares, e problema

de atribuição de frequências.

Naturalmente, variações do TSP surgiram para atender diferentes aplicações.

Neste trabalho são estudadas duas variações do TSP. A primeira variação está presente na

literatura há décadas e pode-se considerar um clássico. Trata-se do Clustered Traveling

Salesman Problem, ou Problema do Caixeiro Viajante Clusterizado (CTSP), proposto

originalmente por (CHISMAN, 1975). Neste problema, as cidades são separadas em k

grupos disjuntos, denominados clusters e todas as cidades pertencentes a um mesmo

cluster devem ser visitadas consecutivamente na solução.

A segunda variação do TSP tratada neste trabalho foi proposta no ano de 2018

em (ZHANG et al., 2018), denominado Tabu Clustered Traveling Salesman Problem ou

Problema do Caixeiro Viajante Clusterizado com conjuntos Tabu (TCTSP). O problema

se assemelha ao CTSP por também agrupar as cidades em clusters, mas difere por ter um

segundo agrupamento das cidades, estes grupos são intitulados como tabus. O objetivo

do problema consiste em visitar uma única cidade de cada grupo tabu, além de respeitar

a consecutividade na visitação das cidades de um mesmo cluster.

O CTSP possui uma vasta gama de aplicações associadas ao problema. O tra-

balho (MESTRIA; OCHI; MARTINS, 2013) lista roteamento automático de depósitos,

despache de veículos de emergência, planejamento de produção, desfragmentação de dis-

cos rígidos de computadores, roteamento de veículos, fornecimento para lojas e mercados,

entre outras.

O TCTSP foi proposto a partir de uma aplicação relacionada ao gerenciamento
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de redes entre satélites e a comunicação entre eles com as bases terrestres (ZHANG et

al., 2018). Outra aplicação presente em (BANIASADI et al., 2020) pode ser modelada

para o problema do TCTSP. Trata-se de um problema de logística de entrega de pacotes

auxiliadas por drones.

Além das aplicações existentes para ambos os problemas, a dificuldade de re-

solução dos problemas torna impeditivo encontrar solução ótima em tempo polinomial,

desta forma torna-se necessário o uso de meta-heurísticas para encontrar boas soluções

para estas aplicações em tempo desejável. Além disso, exite a possibilidade de encontrar

limites inferiores para as instâncias presentes na literatura.
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2 Descrição dos Problemas

Este capítulo define a modelagem utilizada para os problemas estudados neste trabalho.

2.1 Caixeiro Viajante Clusterizado

O Problema do Caixeiro Viajante Clusterizado pode ser modelado a partir de um grafo.

Seja G = (V,E) um grafo completo e ponderado nas arestas, onde V = {v1, v2, ..., vn} é o

conjunto de vértices representando as cidades e E = {(vi, vj)|vi, vj ∈ V, i ̸= j} é o conjunto

de arestas representando o caminho entre duas cidades, sendo a aresta ponderada pela

distância entre as cidades. Os vértices são definidos como pontos no espaço R2. Assim,

o peso cij de cada aresta (vi, vj), o custo pode ser dado pela distância euclidiana entre

os vértices, por exemplo. Uma instância do problema pressupõe ainda o particionamento

do conjunto de vértices em k clusters : C1, ..., Ck. O problema consiste em obter um ciclo

Hamiltoniano de custo mínimo sobre os k clusters de forma que os vértices que pertençam

a um mesmo cluster sejam visitados consecutivamente.

A Figura 2.1 ilustra um exemplo de solução para uma instância de 7 cidades com

2 clusters contendo 3 nós e 1 cluster com 1 nó, totalizando 3 clusters.

Figura 2.1: Exemplo de solução para uma instância do CTSP.
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2.2 Caixeiro Viajante Clusterizado com conjuntos Tabu

O Problema do Caixeiro Viajante Clusterizado com Tabu pode ser modelado a partir de

um grafo G = (V,E) completo e ponderado nas arestas , onde V = {v1, v2, ..., vn} é o

conjunto de vértices representando as cidades e E = {(vi, vj)|vi, vj ∈ V, i ̸= j} o conjunto

de arestas representando conexão entre um par de cidades ponderada pela distância entre

estas. Os vértices são definidos como pontos no espaço R2. Assim, o peso cij de toda ares-

tas (vi, vj) é dado pela distância euclidiana entre os vértices. Uma instância do problema

pressupõe ainda o particionamento do conjunto de vértices em k clusters : C1, ..., Ck; e

em m subconjuntos tabus: T1, ..., Tm. Os clusters são grupos disjuntos onde a união dos

grupos resulta no conjunto V , isto implica que cada cidade está presente em exatamente

um cluster. Os grupos tabus apresentam a mesma característica e portanto cada cidade

está presente em exatamente um tabu.

O problema consiste em obter um ciclo de custo mínimo sobre os m subconjuntos

tabus de forma que, em cada tabu um único vértice seja visitado. Além disso, os vértices

selecionados para serem incluídos na rota, que pertençam a um mesmo cluster, devem ser

visitados consecutivamente.

A Figura 2.2 ilustra um exemplo de solução. Nesta instâncias é possível observar

um total de 7 cidades organizada em 3 clusters, dois clusters com 3 nós e um cluster com

1 único nó. Além disso, a instância possui 5 tabus, sendo dois contendo 2 nós e 3 tabus

com apenas 1 nó.

Figura 2.2: Exemplo de solução para uma instância do TCTSP.
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3 Fundamentação Teórica

Este capítulo é dedicado a apresentação das referencias teóricas utilizadas como base

para o desenvolvimento das técnicas presentes neste trabalho. A seção a seguir introduz

os trabalhos relacionados que de alguma forma contribuíram na construção deste.

3.1 Trabalhos relacionados

O problema do Caixeiro Viajante Clusterizado com Tabu foi proposto por (ZHANG et

al., 2018). Os autores apresentaram um Algoritmo Colônia de Formigas, ou Ant Colony

Optimization (ACO), combinado com Path Relinking de três formas diferentes, resultando

em abordagens distintas para resolver o problema. Com o intuito de criar instâncias com

os conjuntos tabus, os autores adaptaram 10 instâncias de (MESTRIA; OCHI; MARTINS,

2013) aplicando o método de particionamento. Enfim, (ZHANG et al., 2018) comparou

sua abordagem com a abordagem proposta em (MESTRIA; OCHI; MARTINS, 2013),

que usa uma Busca Gulosa Randomizada Adaptativa, ou Greedy Randomized Adaptative

Search (GRASP) para tratar o CTSP.

O Problema do Caixeiro Viajante Clusterizado está presente a mais tempo na

literatura, proposto originalmente no trabalho (CHISMAN, 1975). O trabalho (MES-

TRIA; OCHI; MARTINS, 2013) utiliza o resolvedor Concorde (APPLEGATE; BIXBY;

CHVÁTAL, 2007) com objetivo de obter melhores limites inferiores. Esses limites inferi-

ores são usados como referência para outros trabalhos da literatura. O último trabalho

relacionado diretamente ao problema (LU; HAO; WU, 2020) utiliza métodos consolida-

dos de resolução do TSP, heurísticos e exatos para o CTSP e domina os resultados em

qualidade e em tempo de execução. O trabalho (LU; HAO; WU, 2020) indica que existem

diversos algoritmos propostos anteriormente dedicados a resolver o problema utilizando

abordagens heurísticas, exatas e aproximadas.

Dos trabalhos anteriores a (LU; HAO; WU, 2020) presentes na literatura sobre o

CTSP: (MESTRIA, 2016) propõe uma heurística híbrida baseada na Busca Local Iterada,
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ou Iterated Local Search (ILS), GRASP e Descida de Vizinhança Variável, ou Variable

Neighboorhood Descend (VND). No trabalho (MESTRIA, 2018), uma heurística híbrida

composta por GRASP, ISL e um novo procedimento similar ao anterior chamado Descida

de Vizinhança Variável Aleatória, ou Variable Neighboorhood Random Descend (VNRD)

é descrito. As soluções encontradas por (MESTRIA, 2018) foram comparadas com as so-

luções obtidas nos trabalhos anteriores (MESTRIA; OCHI; MARTINS, 2013; MESTRIA,

2016) e o método exato Concorde, obteve as soluções ótimas na literatura para um grupo

de instâncias do CTSP.

O Problema do Caixeiro Viajante Generalizado (GTSP) foi introduzido por (LA-

PORTE; MERCURE; NOBERT, 1987). (POP, 2007) introduz seis formulações matemá-

ticas para resolver o GTSP de forma exata. Esses modelos são utilizados como inspirações

para desenvolver formulações matemáticas para o TCTSP.

Uma nova combinação do CTSP e do GTSP é introduzida por (BANIASADI

et al., 2020), nomeada por TSP Clusterizado Generalizado (CGTSP). Nesta variação,

o conjunto de nós é subdividido em clusters, e os clusters contém subclusters de nós.

O problema é similar ao GTSP já que a solução deve visitar apenas uma cidade por

subcluster, e também muito similar ao CTSP já que dentro de cada cluster todas as

cidades devem ser visitadas consecutivamente. Os autores descrevem uma aplicação real

de logística modelada para o CGTSP e propõe uma técnica de transformação para resolvê-

lo.

É importante não interpretar o problema do Caixeiro Viajante Clusterizado com

Tabu (TCTSP) como o Problema do Caixeiro Viajante com Restrição de Tempo, (ori-

ginalmente Time Constrained Traveling Salesman Problem), pois também é abreviado

como TCTSP na literatura.

3.2 Programação Inteira (PI)

Pesquisa Operacional é definida como área de aplicação de modelos analíticos avança-

dos, incluindo modelos matemáticos, com o intuito de melhorar as tomadas de decisões

(ZACHARIAH et al., 2009). A Programação Linear Inteira é um ramo da Pesquisa

Operacional em que são estudados modelos compostos apenas por funções lineares, com
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variáveis de decisões inteiras.

Por se tratar de um método exato, a utilização de técnicas de Programação Inteira

possibilitam encontrar a solução ótima dos problemas. Entretanto, a garantia de encontrar

a melhor solução pode resultar num tempo de execução elevado que pode crescer de

forma exponencial em relação ao tamanho da entrada. Por este motivo, trabalhos como

(MESTRIA; OCHI; MARTINS, 2013) optaram por utilizar métodos inteiros na busca

por limites inferiores, mesmo que isso seja possível apenas para um subconjunto das

instâncias, para validar a qualidade de outras técnicas, como as heurísticas por exemplo

que não garantem a otimalidade da solução obtida.

3.3 Meta-heurísticas

Como discutido na Seção 3.2, o tempo para encontrar a solução ótima pode ser inviável

ou até mesmo intratável dependendo do tamanho da entrada. Uma opção prática para

lidar com este problema de tempo é a utilização de heurísticas, que são técnicas que não

garantem a otimalidade, entretanto possuem tempo de execução polinomial.

Meta-heurística é um framework de alto nível que independe do problema e provê

um conjunto de diretrizes ou estratégias para desenvolver algoritmos de otimização heu-

rísticos (SÖRENSEN; GLOVER, 2013). Utilizar uma meta-heurística para um problema

específico fornece um certo nível de segurança, visto que a técnica já foi utilizada em dis-

tintos problemas com as mais diversas características. As subseções seguintes detalham

algumas opções de meta-heurísticas adotadas para tratar os problemas abordados neste

trabalho.

3.3.1 Reactive Greedy Random Adaptive Search Procedure

O Greedy Random Adaptive Search Procedure (GRASP) (FEO; RESENDE, 1995), ou

Algoritmo de Busca Guloso Randomizado Adaptativo, trata-se de um método iterativo

simples que alterna entre um algoritmo construtivo, que encontra novas soluções, seguido

de uma busca local, utilizada para melhorar a solução encontrada previamente. Por fim,

a solução da iteração é comparada com a melhor solução encontrada dentre as iterações
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anteriores, e a substitui em caso de melhora.

As características Guloso Randomizado e Adaptativo devem estar presentes no

algoritmo construtivo. Um algoritmo é dito guloso quando, durante o processo de cons-

trução de uma solução, as decisões são tomadas escolhendo a melhor opção considerando

um critério de ranqueamento. Um algoritmo é guloso randomizado quando, no processo

de escolha, há possibilidade de seleção para os melhores candidatos, não restringindo a

escolha da melhor opção. Esta estratégia torna possível a geração de diferentes soluções

a partir da execução de um mesmo algoritmo (TALBI, 2009). Por fim, a característica

adaptativa está presente quando o critério de ranqueamento leva em conta as escolhas que

foram feitas anteriormente no algoritmo.

A meta-heurística GRASP, proposta em (FEO; RESENDE, 1995) é amplamente

utilizada na resolução de vários problemas de otimização distintos (RESENDE; RIBEIRO,

2014; FESTA; RESENDE, 2009). O Algoritmo 1 é um protótipo do funcionamento geral

da meta-heurística. O parâmetro α indica o grau de aleatoriedade do construtivo, e a

solução final S∗ será a melhor entre as soluções obtidas durante todo o processo de busca.

Algoritmo 1: Pseudocódigo GRASP
Input : α
Output: S∗

1 while criterio nao satisfeito do
2 S ← construtivo(α)
3 S ← buscaLocal(S)
4 if custo(S) < custo(S∗) then
5 S∗ ← S
6 end if
7 end while

O GRASP Reativo, ou Reactive GRASP (RESENDE; RIBEIRO, 2010), é uma

variação do GRASP clássico apresentado anteriormente. Nesta variante do GRASP, o

valor de α não é fixo durante a execução. Neste caso, é utilizada uma lista de valores

candidatos para α, com uma probabilidade associada a cada valor. Usando o GRASP

Reativo, o algoritmo identifica durante a execução, de forma automática bons valores de

α. Inicialmente, todas os valores presentes na lista de valores possíveis para α possuem a

mesma probabilidade de seleção, mas esta probabilidade é ajustada ao longo das iterações,

considerando o desempenho de cada α. Desta forma, existe uma tendência a valores α
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que encontram melhores soluções serem escolhidos mais vezes durante a execução do

algoritmo. O Algoritmo 2 é um protótipo do funcionamento geral da meta-heurística. Os

detalhes sobre os ajustes das probabilidades pode ser visto no trabalho de (RESENDE;

RIBEIRO, 2010).

Algoritmo 2: Pesudocódigo Reactive GRASP
Input : L = [α1, α2, ..., αn], β
Output: S∗

1 p← iniciarProbabilidades( 1
n
, 1

n
, ..., 1

n
)

2 while criterio nao satisfeito do
3 α← selecionarAlfa(p)
4 S ← construtivo(α)
5 S ← buscaLocal(S)
6 if cost(S) < cost(S∗) then
7 S∗ ← S
8 end if
9 if i multiplo de β then

10 atualizarProbabilidades(p)
11 end if
12 end while

3.3.2 Random Variable Neighborhood Descent

O método Variable Neighborhood Descent (VND), ou Descida em vizinhança Variável

(TALBI, 2009), se baseia no fato de movimentos distintos geralmente possuírem ótimos

locais distintos. Desta forma, o método utiliza uma lista de estruturas de vizinhanças

em uma ordem pré determinada. As vizinhanças são exploradas na ordem definida e, se

alguma estrutura consegue encontrar uma solução melhor, o algoritmo recomeça utilizando

a primeira estrutura da lista, caso contrário a próxima estrutura é utilizada.

Como mencionado anteriormente, o algoritmo exige que seja determinada a ordem

de visitação das vizinhanças. A ordem influencia o resultado final obtido e determinar

a ordem ideal não é uma tarefa trivial. Uma forma de evitar essa situação é utilizar

uma variação do VND clássico, denominado por Random Variable Neighborhood Descent

(RVND), ou Descida em vizinhança Variável Aleatória, que está presente na literatura

aplicada em outros problemas (SUBRAMANIAN et al., 2010), (HADDAD et al., 2014).

Nesta variação, a visitação das vizinhanças é determinada de forma aleatória. O Algo-



3.3 Meta-heurísticas 18

ritmo 3 ilustra este funcionamento em detalhes, onde há um conjunto L = {l1 . . . lk} de

vizinhanças que serão exploradas em diferentes ordens a cada chamada da função.

Algoritmo 3: Pseudocódigo RVND
Input : S
Output: S*

1 ordem← embaralhar([l1, ..., lk])
2 i← 1
3 while i ≤ k do
4 movimento(s, ordem[i])
5 i← i+ 1
6 if melhorou then
7 S∗ ← S
8 i← 1

9 end if
10 end while

3.3.3 Iterated Local Search

A meta-heurística Iterated Local Search (ILS) presente em (LOURENÇO; MARTIN;

STÜTZLE, 2003) intercala diversificação e intensificação durante o processo de busca no

espaço de solução. A diversificação é feita utilizando o conceito chamado de perturbação,

que modifica parte da solução corrente para então executar a intensificação, que aplica

busca local na solução modificada. Desta forma, existe uma tendencia a evitar a estag-

nação em um ótimo local, ou seja, possibilitando a exploração de novos pontos no espaço

de busca.

De forma mais detalhada, o algoritmo começa com a geração de uma solução

inicial, seguido da aplicação da busca local, em seguida entra num processo iterativo

envolvendo perturbação da solução, aplicação da busca local e a avaliação da solução

encontrada utilizando um critério de aceitação. Todo este processo pode ser observado

no Algoritmo 4.
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Algoritmo 4: Pseudocódigo ILS
Input : S
Output: S*

1 S ← solucaoInicial()
2 S ← buscaLocal()
3 while nao satisfeito do
4 S ← perturbacao(S)
5 S ← buscaLocal(S)
6 S ′ ← criterioAceitacao(S, S ′)
7 S ← S ′

8 end while
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4 Abordagens Propostas

Neste capítulo são definidos em detalhes como as técnicas apresentadas na seção anterior

foram desenvolvidas, e quais decisões de projeto foram tomadas para tratar os problemas

abordados neste trabalho. Este trabalho conta com 4 técnicas distintas que utilizam

componentes em comum. Nas subseções seguintes esses componentes são abordados de

forma independente. Para facilitar o entendimento de onde cada um destes componentes

são empregados, a Figura 4.1 apresenta uma visão em alto nível de cada uma das técnicas,

listando os componentes desenvolvidos neste trabalho juntamente dos métodos que os

utilizam, separados por problema (TCTSP e CTSP).

Figura 4.1: Visão geral dos componentes e como são utilizados

4.1 Algoritmo construtivo

Descrito originalmente em (SILVA JUNIOR et al., 2019), o algoritmo construtivo consiste

em duas etapas: Criação de rotas intra-cluster e a união dessas rotas.

Na primeira etapa, para cada cluster, um subciclo é criado, utilizando um nó de

cada tabu que intersecta com o cluster em questão. A rota é construída utilizando a

heurística clássica da literatura chamada inserção mais barata (KINDERVATER; LENS-
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TRA; SHMOYS, 1989). A heurística consiste em iniciar com um subciclo mínimo e, a

cada iteração quebrar uma aresta e inserir um nó entre os dois nós das arestas. O processo

completo está apresentado no pseudocódigo do Algoritmo 5. É importante ressaltar que

o resultado da primeira etapa não produz uma solução válida, visto que vários subciclos

estão presentes, além disso, a restrição de visitar exatamente 1 nó por tabu não é respei-

tada. A Figura 4.2 ilustra um resultado produzido pela primeira etapa, contendo 1 ciclo

para cada cluster.

Figura 4.2: Criação de subciclos dos clusters (SILVA JUNIOR et al., 2019).

Algoritmo 5: Criação da lista de rotas
Input : I, α
Output: listaRotas

1 listaRotas← ∅
2 foreach Ci ∈ V do
3 rota← menorAresta(Ci)
4 T ← intersecaoTabuCluster(Ci)
5 LT ← ordenar(T )
6 while LT ̸= ∅ do
7 t← tabuAleatorio(LT, α)
8 insercaoMaisBarata(route, t)
9 LT ← LT − {t}

10 end while
11 listaRotas← listaRotas ∪ rota

12 end foreach

Na segunda etapa do construtivo, apresentado no Algoritmo 6, a aresta de maior
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custo de cada ciclo é quebrada para que seja feita a união entre os subciclos, criando assim

as denominadas rotas para cada cluster. Inicialmente, considera-se que nenhuma das rotas

está incluída na solução (solução vazia), e a cada iteração uma dessas rotas é adicionada

utilizando a heurística de inserção mais barata. Desta forma, a consecutividade entre os

clusters não é violada. Após a inclusão de uma rota, as demais que ainda não foram

incluídas na solução são atualizadas, isto é feito removendo-se os clientes de tabus que

tiveram algum de seus clientes visitados. A Figura 4.3 ilustra todo o processo construtivo,

inserindo-se as rotas de C4, C1, C3, nesta ordem. Perceba que a atualização das rotas a

cada inserção resulta na não inclusão dos nós do cluster de C2, já que seus tabus tiveram

clientes visitados em outros clusters.

Figura 4.3: Processo construtivo da segunda etapa.

4.2 Busca Local Inter-cluster

Esta estratégia de refinamento foi descrita inicialmente em (SILVA JUNIOR et al., 2019).

Dadas as características do algoritmo construtivo, pode ser interessante melhorar os tre-

chos da solução próximos a conexão entre diferentes clusters. Esta estratégia de busca foi

desenvolvida com este propósito.

A busca local inter-cluster consiste em remover uma aresta inter-cluster e algumas
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Algoritmo 6: Estratégia para combinar as rotas geradas na etapa inicial
Input : I, α
Output: S

1 L← criarListaRotas(I, α)
2 ordenar(L)
3 S ← ∅
4 while L ̸= ∅ do
5 rota← rotaAleatoria(L, α)
6 insercaoMaisBarata(S, quebrarCiclo(rota))
7 L← atualizarRotas(L, rota)
8 end while

das arestas adjacentes a ela, e então reconstruir a solução com o auxilio do algoritmo de

Dijkstra. O objetivo dessa busca é melhorar o custo da área próxima à conexão entre dois

clusters consecutivos, dado que as arestas inter-cluster tem valor diferenciado afetando

mais significativamente o custo da solução.

Seja S = (s1, s2, ..., sp, sp+1, ..., sm) a representação de uma solução viável do

TCTSP, com o ciclo de arestas
⋃m−1

i=1 (si, si+1) ∪ (sm, s1). Cada iteração da busca local

inicia com uma aresta inter-cluster (sp, sp+1).

Para um dado γ, o algoritmo remove da solução a aresta (sp, sp+1) além de γ

arestas antecessoras e γ sucessoras a ela, i.e., remove cada aresta no caminho na solução

entre os nós sp−γ e sp+1+γ. A linha pontilhada vermelha na Figura 4.4 ilusta uma tentativa

de otimizar a conexão entre os clusters C3 e C4, removendo a aresta (19, 16) e γ = 3 arestas

de cada direção.

Para reconstruir a o ciclo da solução, um grafo auxiliar é criado. Seja Ḡ = (V̄ , Ē)

Figura 4.4: Iteração da Busca Local Inter-cluster melhorando conexão entre os clusters C3

e C4. Aresta (19,16) e γ = 3 arestas adicionais de cada lado são removidas e substituidas
pelo caminho de menor custo de 2 ao 21.
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Figura 4.5: Grafo Ḡ correspondente a Figura 4.4.

a representação auxiliar de um grafo (k + 2)-particionado, com k = 2 × γ. Cada tabu

no caminho de sp−γ até sp+1+γ gera uma partição em V̄ . A primeira e última partição

(V̄p−γ e V̄p+1+γ) são subconjuntos unitários com nós sp−γ e sp+1+γ, respectivamente. Para

cada nó si, i = p− γ + 1, . . . , p+ γ, o conjunto V̄i contém todos os nós que pertencem ao

mesmo cluster e ao mesmo conjunto tabu que si. O conjunto de arestas consiste apenas

em arestas de uma partição para a seguinte, i.e., Ē = {(vr, vs)|vr, vs ∈ V, vr ∈ V̄i, vs ∈

V̄i+1, i = p− γ, . . . , p+ γ}.

Baseado no exemplo da Figura 4.4, o grafo auxiliar Ḡ é retratado na Figura 4.5.

Percebe-se que as partições de Ḡ correspondem aos conjuntos tabus T4, T10, e T9, contendo

um nó do caminho da solução (15, 19, e 16, respectivamente) e os outros nós no mesmo

conjunto tabu e no mesmo cluster.

Uma vez que o grafo Ḡ é construído, o algoritmo de Dijkstra é executado para

encontrar o caminho mais curto de sp−γ até s(p+1+γ), o que pode alterar o caminho original

entre estes nós. A linha azul na Figura 4.4 destaca o resultado obtido pelo algoritmo de

Dijkstra.

O Algoritmo 7 detalha a busca local Inter-cluster. O parâmetro γ é definido com

o valor 3 para evitar uma quantidade excessiva de permutações. Dada uma solução de

entrada S, as arestas inter-cluster são selecionadas (em uma ordem particular) e o algo-

ritmo computa todas as permutações viáveis (linha 5). Para cada permutação, constrói

um grafo auxiliar Ḡ e encontra o caminho mais curto (linhas 7 e 8), dando origem a uma

nova solução Snew. Se o custo é melhorado, a melhor solução é atualizada (linha 10).
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Algoritmo 7: Busca Local Inter-cluster
Input : S
Output: S∗

1 S∗ ← S
2 γ ← 3
3 foreach aresta (sp, sp+1) ∈ S do
4 if cluster(sp) ̸= cluster(sp+1) then
5 P ← enumerarPermutacoes(S, p, γ)
6 foreach S ′ ∈ P do
7 Ḡ← construirGrafo(S ′, p, γ)
8 Snew ← dijkstra(S ′, Ḡ)
9 if custo(Snew) < custo(S∗) then

10 S∗ ← Snew

11 end if
12 end foreach
13 end if
14 end foreach

4.3 Busca Local Intra-cluster

Como abordado anteriormente, a fase de construção consiste em criar ciclos intra-cluster

para então, quebrar os ciclos e unir as rotas resultantes. A estratégia adotada para unir as

rotas a partir da quebra das arestas de maior custo pode não gerar as melhores soluções.

A Busca Local Intra-cluster, descrita inicialmente em (SILVA JUNIOR et al.,

2019), foca justamente em reverter essas características ruins produzidas pela etapa cons-

trutiva. A cada iteração, um cluster é selecionado aleatoriamente e seus nós são removidos

da solução, e então inseridos novamente no ciclo utilizando a heurística de inserção mais

barata (KINDERVATER; LENSTRA; SHMOYS, 1989), descrita na etapa de construção.

Vale ressaltar que o procedimento não altera quais nós serão visitados naquele cluster,

modificando somente a ordem de visitação da solução. A Figura 4.6 exemplifica o funci-

onamento do movimento aplicado a um cluster.

Figura 4.6: Exemplo de movimento presente na Busca Local intra-cluster
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O Algoritmo 8 detalha a execução do procedimento. É iniciado um processo

iterativo de remoção de cada cluster Ci entre as linhas 1 e 11. Os tabus que são visitados

e possuem interseção com Ci são selecionados na linha 3 e em seguida todos os nós de Ci

são removidos da solução parcial S ′ na linha 4. O algoritmo entra então no processo de

reinserção dos tabus previamente removidos nas linhas 5 a 7 e por fim é avaliado se houve

melhora da solução na reconstrução com a remoção do cluster Ci nas linhas 8 a 10.

Algoritmo 8: Busca Local Intra-cluster
Input : S
Output: S

1 foreach Ci ∈ S do
2 S ′ ← S
3 T ← tabusVisitadosNoCluster(S ′, Ci)
4 removerCluster(S ′, Ci)
5 foreach t ∈ T do
6 insercaoMaisBarata(S ′, t)
7 end foreach
8 if custo(S ′) < custo(S) then
9 S ← S ′

10 end if
11 end foreach

4.4 Busca Local Conjuntos Tabus

Nenhuma das buscas locais anteriores permitem movimentos que mudam o cluster em

que cada tabu é visitado. O Refinamento de Conjuntos Tabus, descrito originalmente em

(SILVA JUNIOR et al., 2019), visa realizar movimentos para cobrir esse tipo de caso.

Nesta busca local, cada um dos tabus são avaliados como descrito no Algoritmo 9.

A cada iteração o procedimento seleciona um conjunto tabu (esta seleção é feita de forma

aleatória, Linha 1). Um segundo conjunto tabu, perto o suficiente do primeiro, também

é selecionado para que ambos sejam removidos da solução (linha 3). Para verificar se um

tabu está próximo o suficiente, utiliza-se um valor real t = 0, 3 para calcular o número

de tabus a diante do tabu i na solução. Por exemplo: considere S = (s1, ..., si, ..., s10)

a solução para uma instância com 10 tabus, neste caso 10 × 0, 3 = 3, então os 3 tabus

posteriores a si na solução, {si+1, si+2, si+3}, são considerados tabus próximos de si.
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Após a remoção dos dois tabus, o algoritmo entra em um processo iterativo

(Linhas de 5 a 13) para buscar a melhor forma de reinserir o tabu Ti. Apenas os nós dos

clusters que já estão sendo visitados são considerados (Linha 16), pois é prejudicial para a

solução aumentar o número de clusters visitados. É realizado o processo da inserção mais

barata com o nó da iteração (Linha 8). Na Linha 9 se garante que a melhor solução seja

armazenada. Ao finalizar este processo, o mesmo é realizado levando em consideração a

melhor solução encontrada no processo anterior para o tabu Tj (Linhas 15 a 23).

Algoritmo 9: Refinamento de Conjuntos Tabu
Input : S
Output: S

1 foreach Ti ∈ S do
2 Tj ← tabuProximo(Ti)
3 S ′ ← removerTabu(S ′, Tj)
4 S∗

i ← S ′

5 foreach v ∈ Ti do
6 S ′ ← removerTabu(S ′, Ti)
7 if clusterUtilizado(S ′, cluster(v)) then
8 insercaoMaisBarata(S ′, v)
9 if custo(S ′) < custo(S∗

i ) then
10 S∗

i ← S

11 end if
12 end if
13 end foreach
14 S ′ ← S∗

i

15 foreach v ∈ Tj do
16 if clusterUtilizado(S ′, cluster(v)) then
17 insercaoMaisBarata(S ′, v)
18 if custo(S ′) < custo(S∗

i ) then
19 S∗

i ← S

20 end if
21 S ′ ← removerTabu(Tj)

22 end if
23 end foreach
24 S ← S∗

i

25 end foreach

A Figura 4.7 exemplifica um movimento do refinamento. O primeiro tabu sele-

cionado é o tabu destacado de vermelho, que possui interseção com os dois clusters. O

segundo tabu selecionado é o destacado de azul e está contido no cluster inferior. Ambos

são removidos da solução e são re-inseridos com a utilização do algoritmo de inserção mais
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barata. Percebe-se que o algoritmo considera utilizar cidades pertencentes a um cluster

diferente do que é visitado originalmente.

Figura 4.7: Exemplo de movimento presente no Refinamento de Conjuntos Tabus

4.5 2-OPT

A busca local 2-OPT é um clássico da literatura, vastamente utilizado em heurísticas

para problemas de roteamento (YANG et al., 2008; THEYS et al., 2010). O método

clássico quebra o ciclo em duas sequências de vértices e recria invertendo a ordem das

aresta em uma sequência. Entretanto, nos problemas abordados neste trabalho o uso

direto do 2-OPT pode causar inviabilidade por conta da restrição de visitação consecutiva

dos clusters. Desta forma, o método foi adaptado para ser utilizado de forma restrita,

envolvendo apenas vértices de um mesmo cluster.

O Algoritmo 10 detalha esse processo. O procedimento itera sobre os clusters

(linha 2), na linha seguinte é selecionada a rota R a ser otimizada. As linhas 4 e 5

são responsáveis por verificar os movimentos envolvendo todos os pares de arestas de R.

A Linha 6 verifica se a troca entre arestas possui valor inferior a solução original, caso
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positivo a Linha 7 R∗ armazena a melhor troca encontrada no momento atual, mas a

solução só é alterada na linha 11, depois de verificar todas as possibilidades de troca.

Algoritmo 10: Busca Local 2-OPT
Input : S
Output: S∗

1 while Melhorar do
2 foreach c ∈ C do
3 R← subRota(S, c)
4 for i← 1 to |Vc| − 1 do
5 for j ← i+ 1 to |Vc| do
6 if (ri, ri+1) + (rj, rj+1) > (ri, rj) + (ri+1, rj+1) then
7 R∗ ← trocaDoisOpt(R, i, j)

8 end if
9 end for

10 end for
11 S ← atualizarRota(S,R∗)

12 end foreach
13 end while

4.6 R-GRASP para o TCTSP

A primeira heurística desenvolvida para o TCTSP é baseada na meta-heurística GRASP

apresentada na subseção 3.3.1 e utiliza como componentes: algoritmo construtivo, as bus-

cas intra-cluster, inter-cluster e refinamento de conjuntos tabus. Descrito originalmente

em (SILVA JUNIOR et al., 2019).

O Algoritmo 11 apresenta detalhadamente o processo de execução. Os parâmetros

de entrada são: I a instância do TCTSP; L = [α1, α2, ..., αn] lista de valores para α;

iteracoes, número de iterações do GRASP; β como o número de iterações antes de cada

atualização das probabilidades.

A cada iteração (linhas 2 a 13), o algoritmo seleciona um valor α (linha 3), a etapa

de construção cria uma solução S baseado no α escolhido (linha 4) e o procedimento das

buscas locais melhora a solução S (linhas 5 a 7). Linhas de 8 a 10 garantem que S∗

armazena a melhor solução. As probabilidades relacionadas à lista de α são atualizadas

a cada β iterações (linhas 11 a 13). Por fim, o algoritmo retorna a melhor solução S∗.
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Figura 4.8: Solução viável para o TCTSP

Algoritmo 11: R-GRASP para o TCTSP
Input : I, L = [α1, α2, ..., αn], iteracoes, β
Output: S∗

1 p← iniciarProbabilidades( 1
n
, 1

n
, ..., 1

n
)

2 for i← 1 to iteracoes do
3 α← selecionarAlfa(p)
4 S ← gulosoRandomizado(α, I)
5 S ← intercluster(S)
6 S ← intracluster(S)
7 S ← tabusBL(S)
8 if cost(S) < cost(S∗) then
9 S∗ ← S

10 end if
11 if i multiplo de β then
12 atualizarProbabilidades(p)
13 end if
14 end for

4.7 GRASP-RVND para o TCTSP

Esta heurística é uma versão adaptada da heurística da Subseção 4.6, e difere em relação a

adição do parâmetro itSemMelhora, e o RVND como estratégia de melhora com os refina-

mentos 2-OPT, Conjuntos Tabus e Intra-cluster incluídos. O parâmetro itSemMelhora

é utilizado como segundo critério de parada para que o algoritmo termine se executar

itSemMelhora iterações consecutivas sem atualização da melhor solução S∗.

O Algoritmo 12 segue a mesma linha de funcionamento do Algoritmo 11. A

estrutura de repetição principal do algoritmo na linha 4 utiliza o valor auxiliar j para

controlar o número de iterações sem melhora. Para refinamento da solução, diferente do
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GRASP apresentado na seção anterior, aqui as buscas são utilizadas conjuntamente em

um RVND, linha 7.

Algoritmo 12: GRASP RVND para o TCTSP
Input : I, L = [α1, α2, ..., αn], iteracoes, β, itSemMelhora
Output: S∗

1 p← iniciarProbabilidades( 1
n
, 1

n
, ..., 1

n
)

2 i← 1
3 j ← 1
4 while i ≤ iteracoes and j ≤ itSemMelhora do
5 α← selecionarAlfa(p)
6 S ← gulosoRandomizado(α, I)
7 S ← rvnd(S)
8 if cost(S) < cost(S∗) then
9 S∗ ← S

10 j ← 1

11 end if
12 if i multiplo de β then
13 atualizarProbabilidades(p)
14 end if
15 i← i+ 1
16 j ← j + 1

17 end while

4.8 ILS-RVND para o CTSP

Os bons resultados obtidos para o TCTSP com os componentes já apresentados são a prin-

cipal motivação para o desenvolvimento do ILS para o CTSP. Como os algoritmos foram

desenvolvidos originalmente para o TCTSP, é necessário adaptar as instâncias do CTSP,

isto é feito considerando que existe um tabu para cada cidade presente originalmente na

instância.

O ILS faz uso dos seguintes componentes: Algoritmo construtivo para a geração

da solução inicial requerida pelo ILS e o RVND utilizando os refinamentos intra-cluster,

refinamento de conjuntos tabus e 2-OPT. Perceba que a única busca não incluída é a inter-

cluster, e isso se deve a natureza do funcionamento da busca em relação ao problema do

CTSP, visto que a busca visa encontrar a melhor cidade dentre as que estão presentes

em um dado conjunto tabu, e como todos os tabus possuem uma única cidade, não teria

efeito neste contexto.
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Além dos componentes já citados, o ILS traz o algoritmo de perturbação, combi-

nado com uma estratégia que emprega taxa de perturbação crescente. A taxa é um valor

real entre 0 e 1 utilizado para definir qual a porcentagem da solução que será perturbada

durante o algoritmo. Essa taxa crescente se justifica pela dificuldade de utilizar um único

valor fixo que seja adequado para cada uma das instâncias.

O algoritmo de perturbação é uma versão maior da busca intra-cluster. A per-

turbação é feita com a remoção de múltiplos clusters simultaneamente da solução, e não

de apenas 1 cluster como é na busca local. O número de clusters removidos é ditado

pela taxa de remoção abordada anteriormente, e.g., uma instância com 20 clusters e com

a taxa de remoção de 20% terá 4 clusters removidos da solução inicial. Além disso, o

número de clusters removido tem um valor mínimo de 3, esse valor é definido para que

sempre exista a oportunidade de mudança na ordem de visitação dos clusters. Após a

remoção dos clusters, a rota é reconstruída utilizando a inserção mais barata considerando

sempre todos os nós que ainda não foram re-inseridos na solução.

Algoritmo 13: ILS RVND para o CTSP
Input : I, itSemMelhora, taxa, taxaMax, taxaCrescimento
Output: S∗

1 S ← gulosoRandomizado(1.0)
2 i← 1
3 while taxa ≤ taxaMax do
4 S ← perturbacao(taxa)
5 S ← rvnd(S)
6 if custo(S) < custo(S∗) then
7 S∗ ← S
8 i← 1

9 end if
10 else
11 i← 1 + 1
12 if i > itSemMelhora then
13 taxa← taxa+ taxaCrescimento
14 end if
15 end if
16 end while
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4.9 Programação Inteira para o TCTSP

As heurísticas desenvolvidas neste trabalho para o TCTSP convergem rapidamente para

resultados iguais ou melhores aos apresentados na literatura. Entretanto, apesar da exis-

tência do modelo proposto por (ZHANG et al., 2018) o mesmo não foi utilizado na prática,

ou seja, não existem resultados originados de métodos exatos para resolver o TCTSP. Por

consequência, a avaliação das heurísticas é prejudicada, visto não ser possível medir a

distância das heurísticas e verificar possibilidade de melhora dos resultados obtidos.

As próximas seções têm como objetivo definir modelos que possam ser utilizados

na prática para a resolução do problema, de todas ou ao menos parte das instâncias

presentes na literatura. Para definir o modelo, é possível utilizar como referência trabalhos

anteriores de problemas similares ao TCTSP, como, por exemplo, (KARA; GUDEN; KOC,

2012) e (MESTRIA; OCHI; MARTINS, 2013), que abordam os problemas GTSP e o

CTSP. A seção a seguir apresenta os desafios presentes no desenvolvimento de modelos

para problemas variantes do TSP clássico.

4.9.1 Problema do subciclo

O Problema do Caixeiro viajante pode ser considerado um problema fácil de se descrever,

e, a princípio, igualmente fácil de se propor um modelo. Considere uma proposta inicial

de modelo (LANGEVIN; SOUMIS; DESROSIERS, 1990) como apresentado a seguir onde

xij é a variável de decisão que assume valor 1 se o caixeiro percorre a aresta da cidade i

para a cidade j, 0 caso contrário, e cij é o custo associado à aresta ij:

min z =
n∑

i=1

n∑
j=1

cij · xij (4.1)
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∑
i∈V,i ̸=j

xij = 1 ∀j ∈ V (4.2)

∑
j∈V,j ̸=i

xij = 1 ∀i ∈ V (4.3)

∑
j∈V,j ̸=i

xji −
∑

j∈V,j ̸=i

xij = 0 ∀i ∈ V (4.4)

Neste modelo, as Restrições 4.2 e 4.3 garantem que cada cidade seja visitada

exatamente uma vez, já as Restrições 4.4 garantem que a aresta de entrada e a aresta

de saída estão relacionadas ao mesmo nó. Este modelo garante a chegada e partida do

caixeiro em cada cidade, entretanto não é o suficiente para a resolução do problema. Neste

modelo é possível obter soluções contendo subciclos, i.e., ciclos com o número de cidades

visitadas menor que o total de cidades da instância. A Figura 4.9 ilustra um caso de

solução inviável devido à existência de subciclos.

Figura 4.9: Exemplo de subciclos em uma instância do TSP

Para evitar a ocorrência de subciclos, uma alternativa é adicionar o seguinte

conjunto de restrições:

∑
i∈Q

∑
j∈Q,j ̸=i

xij ≤ |Q| − 1 ∀Q ⊊ {1, . . . , n}, |Q| ≥ 2 (4.5)

Este conjunto de restrições garante que não exista nenhum ciclo com tamanho

menor que o número de cidades, desta forma o ciclo final gerado é necessariamente uma

solução para o problema. O problema prático presente na utilização deste modelo está na

quantidade de restrições necessárias. Enquanto as restrições 4.2 e 4.3 crescem linearmente
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em relação ao tamanho da entrada, a quantidade de Restrições 4.5 cresce exponencial-

mente, que torna o modelo impraticável para instâncias significativamente grandes. O

desafio para resolver o TSP (e suas variações, como o TCTSP) utilizando os métodos

exatos torna-se propor um modelo que não cresça exponencialmente, ou que de alguma

forma não utilize todas as restrições na prática.

4.9.2 Modelo inicial

Nesta proposta de modelo, as restrições para tratar o problema do subciclo são inspira-

das por modelos existentes na literatura para variações do TSP (KARA; GUDEN; KOC,

2012; MESTRIA; OCHI; MARTINS, 2013) referente aos problemas GTSP e CTSP, res-

pectivamente.

Dados de Entrada

V Conjuntos de nós

Ck Conjuntos dos clusters

Tm Conjuntos dos tabus

cij Custo da aresta do nó i para o nó j

Variáveis

xij 1 se existe aresta do nó i para o nó j. 0 caso contrário

wpq 1 se existe aresta do tabu p para o tabu q. 0 caso contrário

up Variável auxiliar - Define a ordem de visitação dos tabus e evita subciclos
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min z =
n∑

i=1

n∑
j=1

cij · xij (4.6)

∑
i∈Tp

∑
j∈V \Tp

xij = 1 p = 1 , ..., m (4.7)

∑
i∈V \Tp

∑
j∈Tp

xij = 1 p = 1 , ..., m (4.8)

∑
j∈V \{i}

xji −
∑

j∈V \{i}

xij = 0 ∀i ∈ V (4.9)

∑
i∈Tp

∑
j∈Tq

xij = wpq p ̸= q; p, q = 1 , ..., m (4.10)

up − uq + (m− 1)wpq + (m− 3)wqp ≤ m− 2 p ̸= q; p, q = 2 , ..., m (4.11)

up −
k∑

q=2
q ̸=p

wqp ≥ 1 p = 2 , ..., m (4.12)

up + (m− 2)w1p ≤ m− 1 p = 2 , ..., m (4.13)∑
i∈Cr

∑
j∈V \Cr

xij ≤ 1 r = 1 , ..., k (4.14)

∑
i∈V \Cr

∑
j∈Cr

xij ≤ 1 r = 1 , ..., k (4.15)

∑
i∈Cr

∑
j∈V \Cr

xij −
∑

i∈V \Cr

∑
j∈Cr

xij = 0 r = 1 , ..., k (4.16)

As equações 4.7 e 4.8 limitam o número de arestas de entrada e saída em um dado

tabu = 1; A equação 4.9 define que a aresta de entrada e a aresta de saída devem estar

relacionadas ao mesmo nó. As restrições 4.10 definem o valor de wpq = 1 se existe uma

aresta do tabu p para o tabu q; Restrições 4.12 e 4.13 são os limites superiores e inferiores

das variáveis up; A restrição 4.11 elimina os subciclos com a ajuda das variáveis up (o

valor assumido pela variável up é a posição do tabu p na solução. Exemplo: se u4 = 10,

significa que o tabu 4 foi o décimo tabu visitado); Equações 4.14, 4.15 e 4.16 garantem a

consecutividade dos clusters ; As restrições 4.14 e 4.15 limitam a no máximo uma aresta

de entrada e uma de saída em um dado cluster, ou seja, cumprem o mesmo papel que as

restrições 4.7 e 4.8 a nível de cluster ; A restrição 4.16 define que se existe uma aresta de

entrada deve haver uma aresta de saída no cluster em questão (desta forma, é possível
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que um cluster não seja visitado).

4.9.3 Lazy Constraints

Apesar do número de restrições crescer exponencialmente no modelo inicial (restrições de

4.1 a 4.5), apenas um subconjunto dessas restrições são utilizadas na prática. A técnica

de utilizar as Lazy Constraints torna praticável utilizar este modelo.

Ao utilizar Lazy Constraints, as restrições são adicionadas por meio do resolvedor

somente quando necessárias. O resolvedor verifica a viabilidade das soluções inteiras

encontradas constantemente. Utilizando as Lazy Constraints, caso a solução seja inviável,

as restrições violadas são adicionadas de forma dinâmica. Dessa forma, restrições não

violadas não são adicionadas e o total de restrições consideradas pelo resolvedor é muito

menor.

O modelo utilizado é uma adaptação do modelo inicial definido na Seção 4.9.2,

onde todas as restrições são utilizadas, com exceção das restrições 4.11, 4.12 e 4.13. Essas

restrições são responsáveis por definir a ordem de visitação dos tabus, que por sua vez

resolvem o problema do subciclo e não são necessárias nessa versão. Além dessas restrições

originadas do modelo inicial, o resolvedor adiciona dinamicamente a restrição 4.5 quando

uma solução inteira é encontrada e a restrição é violada.
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5 Experimentos Computacionais

Este capítulo descreve os procedimentos, tecnologias, instâncias e parâmetros utilizados

para realizar os testes dos algoritmos descritos anteriormente. A seção seguinte define

quais instâncias foram utilizadas para cada problema, bem como a origem de cada uma

delas.

5.1 Instâncias

O conjunto de instâncias utilizado para testar os algoritmos para o Problema do Caixeiro

Viajante Clusterizado com conjuntos Tabu (TCTSP) é o mesmo utilizado por (ZHANG

et al., 2018). Esse conjunto consiste em dois subconjuntos, onde o conjunto 1 possui

instâncias com o número de nós em cada tabu sendo exatamente 1, visto que são instâncias

originalmente do CTSP. O conjunto 2 possui o número de nós para cada tabu maior ou

igual a 1, e são instâncias específicas para o TCTSP. As instâncias são descritas na Tabela

5.1, onde: ID é o identificador da instância; #vertices indica o número de vértices no grafo;

#T é o número de conjuntos tabu; e #C é o número de clusters.

O conjunto de instâncias utilizado para testar o algoritmo para o Problema do

Caixeiro Viajante Clusterizado (CTSP) é o mesmo utilizado pelos últimos trabalhos rela-

cionados ao problema (MESTRIA, 2018; LU; HAO; WU, 2020). O trabalho (MESTRIA,

2018) apresenta os resultados para 3 conjuntos de instâncias: as instâncias de tamanho

pequeno contando com 27 instâncias descritas na Tabela 5.2, 20 instâncias de tamanho

médio descritas na Tabela 5.3 e 15 de tamanho grande descritas na Tabela 5.4.

5.2 Ambiente de testes

Os algoritmos apresentados foram implementados utilizando a linguagem C++ e os ex-

perimentos foram executados utilizando o sistema operacional Linux Ubuntu com o pro-

cessador Intel Core i5, 8GB de memória RAM, executando a 2.2 GHz. O CPLEX foi
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Nome da instância ID #vertices #T #C #Conjunto
10-lin318-1 I1 318 318 10 1
10-pcb442-1 I2 442 442 10 1
25-eil101-1 I3 101 101 25 1
144-rat783-1 I4 783 783 144 1
300-20-111-1 I5 300 300 20 1
500-25-308-1 I6 500 500 25 1
300-6-1 I7 300 300 6 1
700-20-1 I8 700 700 20 1
C1k-0-1 I9 1000 1000 10 1
C1k-1-1 I10 1000 1000 10 1
200-4-h-1 I11 200 200 4 1
600-8-z-1 I12 600 600 8 1
10-lin318-64-2 I13 318 64 10 2
9-st70-14-2 I14 70 14 9 2
10-kroB100-20-2 I15 100 20 10 2
10-pcb442-89-2 I16 442 89 10 2
10-pr439-88-2 I17 439 88 10 2
25-eil101-21-2 I18 101 21 25 2
25-gil262-53-2 I19 262 53 25 2
25-kroA100-20-2 I20 100 20 25 2
25-lin105-21-2 I21 105 21 25 2
25-rat99-20-2 I22 99 20 25 2

Tabela 5.1: Descrição das instâncias TCTSP

utilizado como resolvedor exato na sua versão 12.8.

5.3 Execução

Devido ao fator estocástico presente nos algoritmos, cada heurística implementada foi

executada 30 vezes por instância. O parágrafo seguinte detalha as escolhas de valores

para cada parâmetro de cada algoritmo.

Os parâmetros para o R-GRASP foram definidos de forma empírica como segue:

L = [0.1, 0.2, . . . , 1.0] lista de valores para α, o número de iterações iteracoes = 10000, e

a taxa de atualização da probabilidade de escolha de cada valor β = 1000 iterações.

Diferente do R-GRASP, os parâmetros para o GRASP-RVND foram definidos

com a utilização do Irace (LóPEZ-IBáñEZ et al., 2016). O Irace ajusta de forma au-

tomática as configurações necessárias para a execução do algoritmo e possui sucesso em

vários trabalhos presentes na literatura (SAMA et al., 2016) (BALI et al., 2019). Os

parâmetros ajustados para o GRASP-RVND foram iteracoes e itSemMelhora, e a faixa
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Nome da instância #vertices #C
5-eil51 51 5
10-eil51 51 10
15-eil51 51 15
5-berlin52 52 5
10-berlin52 52 10
15-berlin52 52 15
5-st70 70 5
10-st70 70 10
15-st70 70 15
5-eil76 76 5
10-eil76 76 10
15-eil76 76 15
5-pr76 76 5
10-pr76 76 10
15-pr76 76 15
10-rat99 99 10
25-rat99 99 25
50-rat99 99 50
25-kroA100 100 25
50-kroA100 100 50
10-kroB100 100 10
50-kroB100 100 50
25-eil101 101 25
50-eil101 101 50
25-lin105 105 25
50-lin105 105 50
75-lin105 105 75

Tabela 5.2: Conjunto de Instâncias pequenas CTSP
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Nome da instância #vertices #C
i-50-gil262 262 50
10-lin318 318 10
10-pcb442 442 10
C1k.0 1000 10
C1k.1 1000 10
C1k.2 1000 10
300-6 300 6
400-6 400 6
700-20 700 20
200-4-h 200 4
200-4-x1 200 4
600-8-z 600 8
600-8-x2 600 8
300-5-108 300 5
300-20-111 300 20
500-15-306 500 15
500-25-308 500 25
25-eil101 101 25
42-a280 280 42
144-rat783 783 144

Tabela 5.3: Conjunto de Instâncias médias CTSP

Nome da instância #vertices #C
49-pcb1173 1173 49
100-pcb1173 1173 100
144-pcb1173 1173 144
10-nrw1379 1379 10
12-nrw1379 1379 12
1500-10-503 1500 10
1500-20-504 1500 20
1500-50-505 1500 50
1500-100-506 1500 100
1500-150-507 1500 150
2000-10-a 2000 10
2000-10-h 2000 10
2000-10-z 2000 10
2000-10-x1 2000 10
2000-10-x2 2000 10

Tabela 5.4: Conjunto de Instâncias grandes CTSP
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de valores possíveis para cada parâmetro foi definido para 5000 a 1500 iteracoes e 1000

a 5000 para itSemMelhora. A saída do Irace retornou 3 configurações equivalentes:

C1 = (11281, 4275), C2 = (7372, 4827) e C3 = (7432, 4859) iterações e iterações sem

melhoras respectivamente.

Para a execução do Modelo com Lazy Constraints, foi definido o parâmetro do

CPLEX TimeLimit = 7200 segundos, Empashis = 3 definido para encontrar os melhores

limites durante a execução do resolvedor, além disso foi dado como solução inicial uma

solução encontrada pelo algoritmo GRASP-RVND.

Os parâmetros para o ILS-RVND foram definidos de forma empírica como se-

gue: iterações sem melhora itSemMelhora = 500, taxa de perturbação taxa = 0.2,

taxa de perturbação máxima taxaMax = 0.4 e crescimento da taxa de perturbação

taxaCrescimento = 0.05.

5.4 Resultados obtidos

Esta seção apresenta os resultados obtidos para todos os métodos abordados anterior-

mente, com o objetivo de comparar com os resultados presentes na literatura.

5.4.1 CTSP

O experimento presente na Tabela 5.5 apresenta os melhores resultados obtidos por (MES-

TRIA, 2018) e pelo ILS-RVND apresentado neste trabalho para as instâncias pequenas

presentes na Tabela 5.2. A primeira coluna apresenta o nome das instâncias. A segunda

coluna são os valores ótimos obtidos pelo uso do resolvedor CPLEX (MESTRIA, 2018). A

coluna VNRDGILS apresenta os melhores resultados obtidos pela heurística apresentada

em (MESTRIA, 2018). Por fim, os resultados obtidos pelo ILS-RNVD na última coluna.

Apesar do VNRDGILS possuir um gap médio menor de 0.05 quando comparado com o

ILS com gap de 0.12, não fica claro a existência de uma dominância de um algoritmo

em relação ao outro, visto que existem 17 valores empatados entre os algoritmos, e dos

10 desempates (indicados em negrito na tabela) 6 são para o VNRDGILS e 4 para o

ILS-RVND.
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CPLEX VNRDGILS ILS-RVND
Instância custo tempo (s) gap tempo (s) custo gap
10-berlin52 7896 3.70 0.52 0.49 7896 0.00
10-eil51 440 4.10 0.00 0.42 440 0.00
10-eil76 561 7.40 0.00 0.94 561 0.00
10-kroB100 22440 17.30 0.00 1.21 22440 0.00
10-pr76 109538 7.90 0.00 0.70 109538 0.00
10-rat99 1238 14.20 0.00 1.28 1238 0.00
10-st70 691 6.10 0.00 0.63 691 0.00
15-berlin52 8049 3.00 0.00 0.49 8049 0.00
15-eil51 437 4.10 0.00 0.44 437 0.00
15-eil76 565 7.40 0.35 0.80 565 0.00
15-pr76 110678 8.00 0.00 0.79 110678 0.00
15-st70 692 5.60 0.00 0.69 692 0.00
25-eil101 663 21.50 0.00 1.74 667 0.60
25-kroA100 21917 20.90 0.00 1.57 21917 0.00
25-lin105 14438 19.30 0.03 1.50 14438 0.00
25-rat99 1269 20.00 0.00 1.65 1269 0.00
5-berlin52 7991 3.30 0.00 0.50 7991 0.00
5-eil51 437 4.00 0.00 0.49 437 0.00
5-eil76 559 8.20 0.18 1.06 559 0.00
5-pr76 108590 9.00 0.00 0.83 108590 0.00
5-st70 695 7.30 0.00 0.80 695 0.00
50-eil101 644 23.20 0.16 2.38 647 0.46
50-kroA100 21453 23.30 0.00 2.15 21555 0.47
50-kroB100 22355 24.90 0.00 2.38 22476 0.54
50-lin105 14379 28.70 0.00 2.42 14379 0.00
50-rat99 1249 23.00 0.00 2.02 1254 0.40
75-lin105 14521 30.20 0.00 2.88 14626 0.72
Média - 13.2 0.05 1.23 - 0.12

Tabela 5.5: Comparação dos resultados obtidos ILS-RNVD e (MESTRIA, 2018) para
instâncias pequenas

O segundo experimento é dedicado a medir o desempenho do ILS-RNVD em

relação as instâncias de médias e grandes, das Tabelas 5.3 e 5.4, respectivamente. Os re-

sultados obtidos são apresentados na Tabelas 5.6 e 5.7. Os resultados do ILS-RVND são

comparados aos presentes em (LU; HAO; WU, 2020). Entretanto, optou-se não incluir

o algoritmo GPR1R2 pela falta de valores para algumas instâncias e por ter o resultado

dominado pelos outros algoritmos presentes. Ambas as tabelas possuem a mesma estru-

tura, diferindo apenas das instâncias presentes. A primeira coluna apresenta o nome das

instâncias referentes aos valores obtidos, as colunas seguintes são os melhores valores fbest,

valores médios favg. Os algoritmos VNRDGILS e HHGILS possuem valor de tempo fixo

de 720 segundos para as instâncias médias e 1080 segundos para as instâncias grandes e
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por conta disso a coluna de t(s) não foi incluída para estes algoritmos. A Tabela 5.8 com-

pila os resultados dos algoritmos. A linha de soluções ótimas indica o número de soluções

ótimas encontradas. A linha de gapbest/gapavg apresenta o gap dos melhores valores e

valores médios obtidos em relação aos valores ótimos encontrados no trabalho (LU; HAO;

WU, 2020). Por fim, a linha de tempo (s) representa o tempo médio utilizado para a

obtenção dos valores por instância apresentados.

Observando-se a Tabela 5.8 é possível perceber a dominância do GA-EAX, que

encontra 20/20 valores ótimos para as instâncias médias, enquanto o HHGILS e o ILS-

RVND encontram apenas 1/20 e VNRDGILS encontra 0/20. Além disso, o GA-EAX

gasta um tempo médio de 5.7 segundos, ou seja, ele executa mais rápido que os outros

algoritmos. Este padrão é repetido para as instâncias grandes onde o GA-EAX encontra

14/15 soluções ótimas, enquanto os outros algoritmos não encontram nenhuma, utilizando

aproximadamente 30 vezes menos tempo.

Apesar da dominância do GA-EAX, na comparação do ILS-RNVD com os de-

mais algoritmos, VNRDGILS e HHGILS, os resultados são competitivos. Analisando

gapbest/gapavg, para instâncias médias os resultados são semelhantes, sendo que o ILS-

RNVD utiliza uma quantia significativamente inferior de tempo. Para as instâncias gran-

des, o tempo médio é ligeiramente superior, entretanto é compensando com a qualidade

da solução encontrada.

5.4.2 TCTSP

O terceiro experimento tem como objetivo apresentar os resultados obtidos pelos métodos

dedicados ao TCTSP na Tabela 5.9 para as instâncias do conjunto 2 presentes na Tabela

5.1. A coluna ID refere-se ao identificador da instância na Tabela 5.1. A coluna CPLEX

apresenta o melhor valor encontrado para cada instância, o tempo em segundos e o Gap

indicado pelo solver ao final da execução. O gap está presente pois não foi possível

encontrar a solução ótima para as 4 maiores instâncias (I13, I16, I17 e I19). As outras

colunas apresentam fbest o melhor valor encontrado entre todas as execuções e o valor

médio dado por favg. A coluna de tempo t(s) para (ZHANG et al., 2018) não foi incluída

pois possui tempo de execução fixo de 657,29 segundos.
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Como abordado originalmente em (SILVA JUNIOR et al., 2019), as instâncias do

TCTSP possuem uma característica que dificulta a comparação direta entre os algoritmos,

que é a penalização das arestas entre clusters nomeado PIC. O valor PIC é calculado como

PIC = MaiorAresta×10×k, onde k representa o número de clusters visitados na solução.

Essa característica torna grande parte do valor das soluções constante, ou seja, soluções

distintas possuem gap similar pois grande parte do valor é composto pelo PIC. A Tabela

5.10 apresenta os resultados presentes na Tabela 5.9 com a subtração do valor PIC.

A Tabela 5.11 compila os resultados presentes nas Tabelas 5.9 e 5.10. A Ta-

bela segue no mesmo formato da Tabela 5.8 e apresenta o número de soluções ótimas

encontradas por cada método, o tempo médio em segundos utilizado para a obtenção dos

resultados por execução e o gapbest/gapavg que apresenta o gap dos melhores valores e

valores médios obtidos em relação aos valores encontrados pelo resolvedor CPLEX.

A Tabela 5.11 indica o domínio das duas versões do GRASP em relação a abor-

dagem de (ZHANG et al., 2018), encontrando 6 soluções ótimas para um total de 10 ins-

tâncias, o mesmo número do CPLEX, enquanto a literatura encontra apenas 3/10. Além

disso, obtém valores de gapbest/gapavg com qualidade superior utilizando uma quantia

significantemente inferior de tempo. A diferença de qualidade fica ainda mais acentuada

quando o valor PIC é desconsiderado nos cálculos do gap.
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GA-EAX ILS-RVND VNRDGILS HHGILS
Instâncias médias soluções ótimas 20/20 1/20 0/20 1/20

gapbest/gapavg% 0.00/0.00 0.20/0.28 0.18/0.30 0.21/0.40
tempo (s) 5.7 92.63 720 720

Instâncias grandes soluções ótimas 14/15 0/15 0/15 0/15
gapbest/gapavg% 0.00/0.01 4.28/4.98 8.61/10.39 8.92/11.04

tempo (s) 33.6 1192.77 1080 1080

Tabela 5.8: Comparação dos resultados estatísticos para o CTSP obtidos do ILS-RNVD
e (LU; HAO; WU, 2020)
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CPLEX Zhang, 2018 R-GRASP GRASP-RVND
soluções ótimas 6/10 3/10 6/10 6/10

tempo (s) 3171.31 657.29 21.33 2.4
PIC considerado gapbest/gapavg - 0.103/0.117 0.006/0.012 -0.005/0.000
PIC desconsiderado gapbest/gapavg - 2.343/2.686 0.143/0.275 -0.132/0.002

Tabela 5.11: Comparação dos resultados estatísticos para o TCTSP obtidos pelos métodos
do TCTSP
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6 Conclusão

Este trabalho abordou duas variações do Traveling Salesman Problem, o Clustered Tra-

veling Salesman Problem e o Tabu Clustered Traveling Salesman Problem. O trabalho

apresenta 4 métodos distintos para buscar soluções para estes problemas: i) Uma heurís-

tica para o CTSP; ii) Duas heurísticas e uma formulação de Programação Inteira para o

TCTSP. Estes métodos foram construídos com a junção de componentes independentes,

como algoritmos construtivos e estratégias de refinamento.

Foi utilizado para a avaliação dos métodos propostos um total 27 instâncias,

classificadas como pequenas, 20 instâncias médias e 15 instâncias grandes para o CTSP.

Para o TCTSP, foram utilizadas as 10 instâncias do conjunto 2 que possuem tabus com

número de nós maior que 1.

Os resultados obtidos para as instâncias pequenas do CTSP indicam que o ILS-

RNVD e o VNRDGILS alcançam resultados com valores similares, com empate em várias

das instâncias e melhora para ambos os algoritmos em diferentes situações. Não houve

comparação com o GA-EAX pois os resultados não foram disponibilizados. Para as instân-

cias médias, os algoritmos ILS-RVND, HHGILS e VNRDGILS encontram valores gapbest

e gapavg similares, sem nenhuma diferença significativa entre eles, os três variando no

intervalo de 0.18 a 0.40. Entretanto, o ILS-RVND se destaca por alcançar os resulta-

dos cerca de 7.8 vezes mais rápido em relação a HHGILS e VNRDGILS. Nas instâncias

grandes o ILS-RVND encontra valores melhores que o VNRDGILS e HHGILS em tempo

similar, cerca de 1.1 do tempo de VNRDGILS e HHGILS. É importante ressaltar que

o algoritmo GA-EAX domina todos os outros, encontrando as soluções ótimas para 34

das 35 instâncias e utilizando um tempo médio dezenas a centenas de vezes mais rápido,

enquanto o HHGILS encontra a solução ótima em uma única instância média e todos os

outros métodos não encontram.

Para o TCTSP, a formulação de Programação Inteira foi desenvolvida para encon-

trar os valores ótimos das instâncias para que seja possível avaliar as heurísticas presentes

e propostas na literatura. Este objetivo foi parcialmente atingido, no tempo limite de
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2 horas foram resolvidas 6/10 instâncias, enquanto as 4 maiores instâncias ainda estão

em aberto. Os métodos R-GRASP e GRASP-RVND dominam em tempo e em custo em

relação a literatura, esta diferença fica mais expressiva com a avaliação que desconsidera

o PIC. A diferença de custo entre o R-GRASP e o GRASP-RVND não é tão relevante

quanto em relação a literatura, entretanto o GRASP-RNVD se destaca por encontrar

valores melhores em, aproximadamente, 10 vezes mais rápido.

Um dos problemas enfrentado durante a execução do resolvedor para encontrar as

soluções ótimas para o TCTSP foi a forma de inserção das lazy constraints no resolvedor,

que não permite paralelização na execução do modelo. Como trabalhos futuros, sugere-se o

estudo de alternativas que permita encontrar os valores ótimos para as instâncias restantes,

como outro método na interface do resolvedor para a utilização das lazy constraints ou

o teste em outros resolvedores presentes no mercado, como o Gurobi. É importante

considerar a utilização o Irace para calibrar os parâmetros para o ILS-RVND como foi feito

para o GRASP-RVND. Também é possível dar continuidade no estudo de similaridade

entre as variações do TSP, como por exemplo a similaridade entre o TCTSP apresentado

neste trabalho e o recém introduzido na literatura Clustered Generalized TSP (CGTSP).
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